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Machine Learning Predicts Truck
Breakdowns in Indonesia with 83%
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Kerusakan Truk di Indonesia dengan
Akurasi 83%
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PT. Varia Usaha Beton, a cement product company, faces frequent breakdowns of mixer
trucks, reducing reliability from the target 90% to 60%. This study aims to predict truck
breakdowns using a machine learning model based on the K-NN algorithm within the CRISP-
DM framework. Data from the company's maintenance records were cleaned and split into
training and testing sets. With k=20, the model achieved 90% accuracy on training data and
83% on testing data. These results can help improve maintenance scheduling and resource
planning, enhancing truck reliability. Future research should compare other algorithms and
consider different programming environments.

Highlights:

 

1.High Accuracy: K-NN model achieved 90% training and 83% testing accuracy.
2.Maintenance Aid: Improves scheduling and resource planning for truck maintenance.
3.Future Research: Compare algorithms and explore different programming
environments.

 

Keywords: Predictive Maintenance, Mixer Trucks, K-NN Algorithm, CRISP-DM, Machine
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  Pendahuluan  

Konstruksi adalah serangkaian pembangunan yang dirancang untuk memenuhi kebutuhan manusia
[1]. Saat ini konstruksi yang banyak digunakan dan diminati adalah konstruksi beton karena
memiliki banyak keunggulan dibandingkan dengan bahan lainnya, hal ini menjadikan penggunaan
beton sebagai struktur konstruksi juga semakin meningkat [2]. Pemakaian alat berat dalam proyek-
proyek konstruksi sangat membantu dalam pekerjaan suatu struktur bangunan, sehingga hasil
yang diharapkan dapat tercapai dengan lebih mudah dalam waktu yang relatif lebih singkat [3].

Meningkatnya permintaan produksi beton dirasakan oleh PT.Varia Usaha Beton yang telah lama
berpartisipasi sebagai penyedia jasa beton sejak tahun 1991, dan telah menyuplai produk ke
berbagai proyek berskala besar di seluruh tanah air. Adapun alat penunjang yang digunakan dalam
memenuhi kebutuhan pasar yang terus meningkat yaitu truk mixer, sebagai armada yang
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menyuplai beton dari batching plant menuju lokasi proyek [4]. Namun, pada penggunaan truk
mixer ini kerap mengalami breakdown sehingga perusahaan harus melakukan pergantian atau
peremajaan mesin yang mengalami penurunan kualitas karena faktor masa ekonomis truk mixer
yang berusia rata-rata lebih dari 15 tahun. Berdasarkan kebijakan perusahaan, target reliability
truk mixer per bulannya sebesar 90% dari 10 unit yang ada, namun karena banyaknya kerusakan
yang terjadi baik terjadwal maupun tidak terjadwal reliability yang diperoleh hanya sebesar 60%.
Kerusakan yang umum terjadi seperti ban pecah, rem kurang pakem, tandon air bocor, talang air
patah, dan lain-lain. Akibatnya selain berpengaruh pada persediaan suku cadang juga berakibat
pada hal lainnya seperti: biaya-biaya yang berhubungan dengan persediaan suku cadang dan
lamanya waktu tunggu pengiriman suku cadang.

Banyaknya breakdown yang terjadi, membuat prediksi kerusakan truk mixer di masa yang akan
datang sangat dibutuhkan sebagai pencegahan dan pendeteksian risiko lebih awal. Dengan adanya
pendeteksian sangat berguna bagi perusahaan dalam penyediaan stok barang, karena dengan
prediksi yang dihasilkan dapat memberikan hasil terbaik agar risiko kesalahan yang ditimbulkan
dapat ditekan seminimal mungkin [5]. Hasil dari suatu prediksi merupakan nilai kuantitatif
terhadap subjek tertentu untuk jangka waktu tertentu. Prediksi selayaknya hanya sebagai masukan
terhadap suatu perencanaan dan dapat berbeda dari rencana yang diperkirakan [6]. Identifikasi
kerusakan truk mixer berdasarkan bagian kerusakan, tingkat risiko, frekuensi melalui proses
klasifikasi. Klasifikasi adalah suatu proses yang digunakan untuk mendeskripsikan dan memetakan
data ke dalam kelompok atau kelas yang telah ditentukan serta dapat meramalkan kecenderungan
data pada masa depan [7]. Ada banyak teknik klasifikasi yang dapat digunakan salah satunya yaitu
K-Nearest Neighbor (K-NN). Umumnya algoritma K-NN digunakan untuk mengklasifikasi objek
berdasarkan pada data pembelajaran yang memiliki nilai selisih kecil dan jarak tetangga terdekat
dengan objek [8]. Dipilihnya algoritma ini karena kemampuannya dalam menentukan kelompok
data dengan menghitung jarak tetangga terdekat. Data yang diolah akan menjadi sebuah
pengetahuan dan informasi yang berguna bagi banyak orang dalam melakukan prediksi dan
estimasi sesuatu di masa yang akan datang. Oleh karena itu perlu dilakukannya data mining dalam
proses mencari pola dari suatu data yang besar [9]. Algoritma K-NN mampu memproses data
banyak dan mampu menghasilkan akurasi yang sangat baik dalam perbandingan kedekatan kasus
baru dan kasus lama dan perlu menentukan nilai k [10]. Namun penentuan nilai k adalah
kekurangan dari K-NN, penentuan nilai k harus dilakukan uji coba hingga menghasilkan tingkat
akurasi yang optimal [11].

Penelitian terkait mengenai kegiatan prediksi dengan menggunakan algoritma K-Nearest Neighbor
(K-NN) yaitu deteksi kerusakan pada jalan raya. Sampel data yang diuji terdiri dari 10 citra dengan
label rusak dan tidak rusak. Hasil yang diperoleh menyatakan bahwa hasil yang sesuai sebanyak 8
dan hasil yang tidak sesuai sebanyak 2, maka persentase akurasi yang diperoleh adalah 90%.
Maka, dapat dikatakan bahwa sistem yang dirancang dengan metode klasifikasi K-NN dapat
digunakan dalam mendeteksi adanya kerusakan pada permukaan aspal jalan [12].

Penelitian kedua yang dilakukan untuk prediksi banjir dengan membandingkan nilai accuracy dan
error antara algoritma K-NN dan Naive Bayes. Pemilihan data cuaca meliputi variabel target dan
prediktor. Jumlah data yang akan diolah sejumlah 624 data. Data latih sebanyak 561 dan data uji
sebanyak 63 data. Dengan k = 5, diperoleh nilai performansi setiap algoritma: K-NN memperoleh
akurasi sebesar 88,94% dan error 11,06%. Sedangkan Naive Bayes memperoleh akurasi sebesar
74,36% dan error 25,64%. Dapat ditarik kesimpulan K-NN adalah algoritma terbaik guna
memperkirakan tingkat kelulusan yang diinginkan [13].

Penelitian ketiga yang dilakukan untuk prediksi perubahan suhu yang ada di Indonesia dan
mengukur tingkat akurasi dari prediksi tersebut. Data yang digunakan adalah data TEMP, karena
banyak berisikan record yang memiliki atribut yang berbeda-beda, maka dataset akan
dikelompokkan dalam tiga kelompok yaitu: suhu < = 70 Fahrenheit, suhu > 70 dengan < 80
Fahrenheit, dan suhu > = 80 Fahrenheit. Pada tahapan data, mulanya terdapat 28 atribut
terpangkas menjadi 10 atribut yang akan dilanjutkan dalam proses pemodelan. Split data dilakukan
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sebesar 80:20 dari 3623 data. Dimana data latih sebanyak 2.898 dan data uji sebanyak 725 data.
Berdasarkan hasil yang diperoleh nilai akurasi sebesar 89% atau nilai tersebut masih terhitung
cukup besar karena mendekati 100% [14].

  Metode  

Metode penelitian yang akan dilakukan menggunakan metode penelitian deskriptif analisis yang
berfungsi dalam mendeskripsikan dan memberikan sebuah gambaran pada objek penelitian melalui
pengumpulan data. Berikut alur penelitian yang dilakukan dalam prediksi kerusakan truk mixer
pada PT. Varia Usaha Beton yang dapat dilihat pada gambar 1.

 

  

Figure 1.  Diagram Alir Penelitian   
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Figure 2.  Diagram Alir Penelitian   

  A.Business Understanding 

Pada tahapan ini dilakukan penetapan masalah yang akan diteliti yaitu mengenai kerusakan truk
mixer pada PT. Varia Usaha Beton di masa mendatang. Kerusakan sangat penting untuk segera
diselesaikan, hal yang harus diperhatikan adalah tanda-tanda yang muncul dapat dipahami dan
diperhatikan sebelum terjadi kerusakan yang lebih parah. Hampir 99 persen kerusakan yang
terjadi akan ditandai dengan munculnya tanda atau indikasi tertentu yang menunjukkan bahwa
akan terjadinya kerusakan [15]. Tahapan selanjutnya yang harus dilakukan adalah mencari data
kerusakan pada bengkel pemeliharaan PT. Varia Usaha Beton plant BSP Lingkar Timur.

  B. Data Understanding 

Selanjutnya proses mengumpulkan, mengidentifikasi, serta memahami data yang dimiliki. Data
yang digunakan adalah data mengenai kerusakan truk mixer yang diperoleh dari data preventive
maintenance harian PT. Varia Usaha Beton plant BSP Lingkar Timur.

  C. Data Preparation 
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Tahapan ini dilakukan untuk membangun dataset final dan penyempurnaan data yang akan
dilanjutkan ke proses berikutnya. Sebelum membangun dataset final dilakukannya pembersihan
data dengan bantuan Google Colaboratory menggunakan library Pandas pada bahasa pemrograman
Phyton. Remove duplicates adalah suatu proses pembersihan data dengan membuang data-data
yang sama atau diambil secara berulang pada saat proses scrapping [16]. Pembersihan data
berguna untuk membuang data yang tidak memiliki nilai (null) karena akan mempengaruhi
performansi dari sistem data mining karena berkurangnya jumlah dan kompleksitasnya [17].

  D. Modelling 

Pada tahapan ini akan dilakukan pemodelan terhadap dataset final. Dataset akan dibagi menjadi
data latih dan data uji. Data training atau data latih adalah data yang digunakan pada modelling
dalam proses klasifikasi. Data testing atau data uji adalah data yang digunakan pada proses
prediksi dalam proses klasifikasi [18]. Pengolahan data dilakukan dengan proses data mining
menggunakan CRISP-DM serta algoritma K-NN sebagai perhitungannya. Pada split data akan
dibagi menjadi empat variasi yaitu 60:40, 70:30, 80:20, dan 90:10. Pembagian data latih dan data
uji pada dataset dilakukan secara random dengan bantuan Phyton. Dari pembagian data yang
dilakukan secara random ini membuat setiap data dalam sebuah kelas memiliki kemungkinan untuk
menjadi data latih dan data uji [19]. Maka dari itu, proses pengacakan dataset menggunakan
random state = 42, yang berguna agar hasil pembagian data tetap sama sewaktu akan di running
kembali [20]. Nilai 42 yang ditetapkan adalah angka random. Nilai k yang menghasilkan akurasi
tertinggi dapat dilihat pada gambar 2. Penentuan nilai k dibantu dengan menggunakan Google
Colaboratory, maka dipilih nilai k=20 yang akan digunakan dalam mengambil jarak tetangga
terdekat. Adapun perhitungan jarak tetangga dilakukan melalui perhitungan data latih dengan
euclidean distance, untuk memperoleh jarak terdekat [21].

 

  

Figure 3.   

Dalam implementasinya pada model machine learning, rumus perhitungan euclidean distance
dapat disesuaikan dengan banyaknya independent variabel pada dataset yang digunakan sebagai
data latih. Jika terdapat data latih sebanyak dua atau lebih independent variabel begitu juga
dimensi yang dihitung bertambah, maka formulanya seperti berikut [22]:

 

  

Figure 4.   
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Figure 5.  Grafik Akurasi Setiap Parameter k   

  E.Evaluation 

Pada tahapan ini dilakukan evaluasi terhadap hasil perhitungan algoritma K-NN. Evaluasi yang
dilakukan apakah sudah mencapai tujuan yang ditetapkan pada business understanding [23].
Evaluasi yang dilakukan dilihat dari nilai akurasi yang dihasilkan dengan menggunakan confusion
matrix.

 

  

Figure 6.   

  Hasil dan Pembahasan  

  A.Business Understanding 

Pada tahapan business understanding, masalah yang akan diangkat adalah seberapa besar akurasi
dan error yang diperoleh dengan menggunakan algoritma K-NN. Data yang akan digunakan adalah
data kerusakan yang didapat dari data laporan preventive maintenance harian periode Januari
2018-Desember 2022.

a. Menilai Situasi

Data yang digunakan berguna sebagai informasi masih bersifat mentah atau belum diolah.
Sehingga dilakukan pengolahan data agar siap digunakan dalam proses klasifikasi dari tahap awal
hingga akhir. Kemudian, tidak adanya pendeteksian kerusakan guna menunjang kegiatan
preventive maintenance yang telah dilakukan oleh PT. Varia Usaha Beton.

b. Tujuan Data Mining

Tujuan dari data mining adalah untuk mengeksplorasi perolehan informasi data kerusakan truk
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mixer. Kemudian memprediksi hasil dengan menggunakan algoritma machine learning berupa K-
NN dengan nilai k optimal.

  B. Data Understanding 

Pada tahapan ini dilakukan pengumpulan data mengenai kerusakan truk mixer dari periode Januari
2018-Desember 2022. Dataset mempunyai empat kriteria yaitu jenis kerusakan, tingkat risiko,
frekuensi kerusakan dan bagian kerusakan. Pengujian dilakukan dengan menggunakan empat
variasi dataset yang berbeda dengan jumlah data sebesar 60 records data kerusakan. Pembobotan
pada tingkat risiko dilakukan oleh teknisi dan kepala bengkel perawatan truk mixer di PT. Varia
Usaha Beton plant BSP Lingkar Timur. Variabel jenis kerusakan dapat dilihat pada tabel 1. Variabel
penilaian tingkat risiko dapat dilihat pada tabel 2. Sedangkan variabel bagian kerusakan dapat
dilihat pada tabel 3.

 No  Kerusakan  Bagian Kerusakan
 1  Handrem  Chasis unit
 2  Tempat aki  Chasis unit
 3  Slebor  Chasis unit
 4  Pedal rem  Chasis unit
 5  Rem  Chasis unit
 ...  ...  ...
 56  Tensioner fan belt  Mesin
 57  Handle pintu kabin  Kabin
 58  Pintu kabin  Kabin
 59  Gagang spion  Kabin
 60  Kaca kabin  Kabin

Table 1.  Variabel Jenis Kerusakan   
Tingkat Risiko Konversi Nilai
Ringan 1
Sedang 2
Tinggi 3

Table 2.  Variabel Penilaian Tingkat Risiko    
Bagian Kerusakan
Chasis Unit
Chasis Molen
Listrik
Mesin
Kabin

Table 3.  Variabel Bagian Kerusakan    

Dataset yang akan digunakan akan dibagi menjadi atribut dan label, dimana kolom jenis kerusakan
digunakan sebagai id setiap records dan kolom bagian kerusakan sebagai label. Atribut yang
digunakan yaitu tingkat risiko dan frekuensi kerusakan. Data kerusakan truk mixer selama 5 tahun
dapat dilihat pada tabel 4.

 Jenis
Kerusakan

 Tingkat
Risiko

 Frekuensi
Kerusakan
(2018)

 Frekuensi
Kerusakan
(2019)

 Frekuensi
Kerusakan
(2020)

 Frekuensi
Kerusakan
(2021)

 Frekuensi
Kerusakan
(2022)

 Bagian
Kerusakan

 1  1  24  21  23  20  21  Chasis unit
 2  1  5  1  4  3  2  Chasis unit
 3  1  5  7  5  5  6  Chasis unit
 4  2  10  12  9  9  11  Chasis unit
 5  2  27  24  30  28  26  Chasis unit
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 ...  ...  ...  ...  ...  ...  ...  ...
 56  2  2  3  2  1  4  Mesin
 57  2  3  2  1  3  1  Kabin
 58  2  3  4  3  5  4  Kabin
 59  2  3  1  1  2  1  Kabin
 60  2  5  6  5  6  6  Kabin

Table 4.  Data Kerusakan Truk Mixer   

  C. Data Preparation 

Berdasarkan tabel 4, data kerusakan truk mixer diubah ke dalam format sederhana agar dapat
terbaca oleh sistem dengan format csv. Dataset final berupa empat atribut diantaranya yaitu: jenis
kerusakan, tingkat risiko, frekuensi kerusakan selama 5 tahun (tahun 2018-2022), dan bagian
kerusakan. Pada proses remove duplicates hasil yang diperoleh, tidak adanya missing value pada
dataset maka jumlah data awal dengan jumlah data pada tahapan ini sama. Dataset final tersaji
pada tabel 5.

 Jenis Kerusakan  Tingkat Risiko  Frekuensi Kerusakan  Bagian Kerusakan
 1  1  109  Chasis unit
 2  1  15  Chasis unit
 3  1  28  Chasis unit
 4  2  51  Chasis unit
 5  2  135  Chasis unit
 ...  ...  ...  ...
 ...  ...  ...  ...
 56  2  12  Mesin
 57  2  10  Kabin
 58  2  19  Kabin
 59  2  8  Kabin
 60  2  28  Kabin

Table 5.  Dataset Final   

  D. Modelling 

Pada tahap modelling ini dilakukan pengukuran performa klasifikasi dengan menggunakan
algoritma K-NN pada dataset kerusakan truk mixer. Pembagian data pada tahap modelling
menggunakan data latih dan data uji 90% : 10%. Perbandingan tersebut menjadikan jumlah data
latih sebesar 54 data dan data uji sebesar 6 data yang akan digunakan dalam proses pemodelan.
Adapun nilai k yang digunakan k=20. Data yang digunakan akan di acak agar memiliki kesempatan
menjadi data latih dan data uji. Data latih dan data uji yang digunakan pada pembagian data 90%
data latih dan 10% data uji dapat dilihat pada tabel 6 dan tabel 7.

 No  Jenis Kerusakan  Tingkat Risiko  Frekuensi Kerusakan  Bagian Kerusakan
 1  34  2  44  Chasis molen
 2  49  2  87  Mesin
 3  13  2  76  Chasis unit
 4  58  2  19  Kabin
 5  47  2  32  Mesin
 ...  ...  ...  ...  ...
 ...  ...  ...  ...  ...
 50  43  2  8  Mesin
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 51  15  2  123  Chasis unit
 52  29  2  83  Chasis molen
 53  52  2  15  Mesin
 54  39  2  40  Listrik

Table 6.  Data Latih   
 No  Jenis Kerusakan  Tingkat Risiko  Frekuensi Kerusakan  Bagian Kerusakan
 1  1  1  109  Chasis unit
 2  6  2  102  Chasis unit
 3  37  2  60  Chasis molen
 4  46  2  37  Mesin
 5  14  1  55  Chasis unit
 6  55  2  27  Mesin

Table 7.  Data Uji   

Selanjut perhitungan jarak menggunakan euclidean distance, perhitungan manual berikut adalah
contoh perhitungan pada data latih 90% dan data uji 10%. Nilai yang diambil yaitu baris ke satu
dari data latih dan data uji. Berikut perhitungan manual euclidean distance:

 

  

Figure 7.   

Berikut adalah hasil perhitungan euclidean yang dilakukan secara menyeluruh agar memperoleh
nilai jarak antar data. Berikut adalah hasil jarak tetangga terdekat dari data lama dan data baru
yang terlihat pada tabel 8.

 No  Jenis Kerusakan  Tingkat Risiko  Frekuensi Kerusakan  Bagian Kerusakan
 1  34  2  44  Chasis molen
 2  49  2  87  Mesin
 3  13  2  76  Chasis unit
 4  58  2  19  Kabin
 5  47  2  32  Mesin
 ...  ...  ...  ...  ...
 ...  ...  ...  ...  ...
 54  39  2  40  Listrik

Table 8.  Hasil Jarak Tetangga Terdekat   

Selanjutnya adalah mengurutkan jarak data dari yang terkecil hingga terbesar, hasil jarak data
yang telah diurutkan dapat dilihat pada tabel 9.

 Jenis Kerusakan  Tingkat Risiko  Frekuensi Kerusakan  Bagian Kerusakan  Euclidean Distance
 31  2  110  Chasis molen  1,4142
 44  2  113  Mesin  4,1231
 28  2  99  Chasis molen  10,0499
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 32  1  122  Chasis molen  13,0000
 15  2  123  Chasis unit  14,0357
 ...  ...  ...  ...  ...
 ...  ...  ...  ...  ...
 17  2  256  Chasis unit  147,0034

Table 9.  Hasil Jarak Data Setelah Diurutkan   

Selanjutnya adalah pengujian dengan menggunakan 90% data latih dan 10% data uji, untuk melihat
hasil prediksi kerusakan dengan perbandingan kelas yang ada. Hasil perbandingan dapat dilihat
pada tabel 10.

 No  Jenis Kerusakan  Tingkat Risiko  Frekuensi
Kerusakan

 Bagian
Kerusakan (Asli)

 Bagian
Kerusakan
(Prediksi)

 Hasil Pengujian

 1  1  1  109  Chasis unit  Chasis unit  Benar
 2  6  2  102  Chasis unit  Chasis unit  Benar
 3  37  2  60  Chasis molen  Chasis unit  Salah
 4  46  2  37  Mesin  Mesin  Benar
 5  14  1  55  Chasis unit  Chasis unit  Benar
 6  55  2  27  Mesin  Mesin  Benar

Table 10.  Hasil Uji Coba   

  E. Evaluation 

Dari hasil pengujian yang dilakukan pada tahap modelling selanjutnya akan dilakukan evaluasi hasil
untuk mengukur kinerja algoritma K-NN dengan melihat tingkat akurasi dengan memperhatikan
confusion matrix. Confusion matrix yang pada dasarnya digunakan untuk melakukan perhitungan
akurasi pada konsep data mining. Keakuratan hasil klasifikasi dapat diukur dengan menggunakan
confusion matrix [24]. Berikut hasil evaluasi model yang diambil dari empat variasi dataset yang
digunakan dalam penelitian, dapat dilihat pada beberapa gambar dan tabel berikut.

 

  

Figure 8.  Confusion Matrix Pada Data Latih 90% dan Data Uji 10%   
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Berdasarkan pada gambar 3, perhitungan nilai akurasi dari confusion matrix menggunakan
persamaan sebagai berikut:

 

  

Figure 9.   

 Jenis Kerusakan  Tingkat Risiko  Frekuensi
Kerusakan

 Bagian Kerusakan
(Asli)

 Bagian Kerusakan
(Prediksi)

 Hasil Pengujian

 1  1  109  Chasis unit  Chasis unit  Benar
 6  2  102  Chasis unit  Chasis unit  Benar
 37  2  60  Chasis molen  Chasis unit  Salah
 46  2  37  Mesin  Mesin  Benar
 14  1  55  Chasis unit  Chasis unit  Benar
 55  2  27  Mesin  Mesin  Benar

Table 11.  Hasil Uji Coba Pada Data Latih 90% dan Data Uji 10%   

Pada tabel 11, dapat disimpulkan pada pembagian data 90% data latih dan 10% data uji, diperoleh
kelas terbanyak pada hasil prediksi yaitu chasis unit. Hasil kelas terbanyak ini menjadi hasil
kerusakan yang diprediksi akan terjadi di masa mendatang dengan akurasi sebesar 83%, hasil
akurasi yang diperoleh dibuktikan dengan perbedaan dari hasil data prediksi yang tidak sesuai
dengan data asli.

 

  

Figure 10.  Confusion Matrix Pada Data Latih 80% dan Data Uji 20%   

Berdasarkan pada gambar 4, perhitungan nilai akurasi dari confusion matrix menggunakan
persamaan sebagai berikut:
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Figure 11.   

 Jenis Kerusakan  Tingkat Risiko  Frekuensi
Kerusakan

 Bagian Kerusakan
(Asli)

 Bagian Kerusakan
(Prediksi)

 Hasil Pengujian

 1  1  109  Chasis unit  Chasis unit  Benar
 6  2  102  Chasis unit  Chasis unit  Benar
 37  2  60  Listrik  Chasis unit  Salah
 46  2  37  Mesin  Mesin  Benar
 14  1  55  Chasis unit  Chasis unit  Benar
 55  2  27  Mesin  Mesin  Benar
 34  2  44  Chasis molen  Chasis molen  Benar
 49  2  87  Mesin  Chasis molen  Salah
 13  2  76  Chasis unit  Chasis unit  Benar
 58  2  19  Kabin  Mesin  Salah
 47  2  32  Mesin  Mesin  Benar
 51  2  13  Mesin  Mesin  Benar

Table 12.  Confusion Matrix Pada Data Latih 80% dan Data Uji 20%   

Pada tabel 12, dapat disimpulkan pada pembagian data 80% data latih dan 20% data uji, diperoleh
kelas terbanyak pada hasil prediksi yaitu chasis unit dan mesin. Hasil kelas terbanyak ini menjadi
hasil kerusakan yang diprediksi akan terjadi di masa mendatang dengan akurasi sebesar 75%, hasil
akurasi yang diperoleh dibuktikan dengan perbedaan dari hasil data prediksi yang tidak sesuai
dengan data asli.
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Figure 12.  Confusion Matrix Pada Data Latih 70% dan Data Uji 30%   

Berdasarkan pada gambar 5, perhitungan nilai akurasi dari confusion matrix menggunakan
persamaan sebagai berikut:

 

  

Figure 13.   

 Jenis Kerusakan  Tingkat Risiko  Frekuensi
Kerusakan

 Bagian Kerusakan
(Asli)

 Bagian Kerusakan
(Prediksi)

 Hasil Pengujian

 1  1  109  Chasis unit  Chasis molen  Salah
 6  2  102  Chasis unit  Chasis molen  Salah
 37  2  60  Listrik  Chasis molen  Salah
 46  2  37  Mesin  Mesin  Benar
 14  1  55  Chasis unit  Chasis molen  Salah
 55  2  27  Mesin  Mesin  Benar
 34  2  44  Chasis molen  Chasis molen  Benar
 49  2  87  Mesin  Chasis molen  Salah
 13  2  76  Chasis unit  Chasis molen  Salah
 58  2  19  Kabin  Mesin  Salah
 47  2  32  Mesin  Mesin  Benar
 51  2  13  Mesin  Mesin  Benar
 32  1  122  Chasis molen  Chasis molen  Benar
 4  2  51  Chasis unit  Chasis molen  Salah
 53  2  35  Mesin  Mesin  Benar
 18  2  80  Chasis unit  Chasis molen  Salah
 9  2  91  Chasis unit  Chasis molen  Salah
 7  2  65  Chasis unit  Chasis molen  Salah

Table 13.  Confusion Matrix Pada Data Latih 70% dan Data Uji 30%   

Pada tabel 13, dapat disimpulkan pada pembagian data 70% data latih dan 30% data uji, diperoleh
kelas terbanyak pada hasil prediksi yaitu chasis molen. Hasil kelas terbanyak ini menjadi hasil
kerusakan yang diprediksi akan terjadi di masa mendatang dengan akurasi sebesar 39%, hasil
akurasi yang diperoleh dibuktikan dengan perbedaan dari hasil data prediksi yang tidak sesuai
dengan data asli.
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Figure 14.  Confusion Matrix Pada Data Latih 60% dan Data Uji 40%   

Berdasarkan pada gambar 6, perhitungan nilai akurasi dari confusion matrix menggunakan
persamaan sebagai berikut:

 

  

Figure 15.   

 Jenis Kerusakan  Tingkat Risiko  Frekuensi
Kerusakan

 Bagian Kerusakan
(Asli)

 Bagian Kerusakan
(Prediksi)

 Hasil Pengujian

 1  1  109  Chasis unit  Chasis molen  Salah
 6  2  102  Chasis unit  Chasis molen  Salah
 37  2  60  Listrik  Chasis molen  Salah
 46  2  37  Mesin  Mesin  Benar
 14  1  55  Chasis unit  Chasis molen  Salah
 55  2  27  Mesin  Mesin  Benar
 34  2  44  Chasis molen  Chasis molen  Benar
 49  2  87  Mesin  Chasis molen  Salah
 13  2  76  Chasis unit  Chasis molen  Salah
 58  2  19  Kabin  Mesin  Salah
 47  2  32  Mesin  Mesin  Benar
 51  2  13  Mesin  Mesin  Benar
 32  1  122  Chasis molen  Chasis molen  Benar
 4  2  51  Chasis unit  Chasis molen  Salah
 53  2  35  Mesin  Mesin  Benar
 18  2  80  Chasis unit  Chasis molen  Salah
 9  2  91  Chasis unit  Chasis molen  Salah
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 7  2  65  Chasis unit  Chasis molen  Salah
 41  2  30  Mesin  Mesin  Benar
 5  2  135  Chasis unit  Chasis molen  Salah
 44  2  113  Mesin  Chasis molen  Salah
 20  2  34  Chasis molen  Mesin  Salah
 35  2  63  Listrik  Chasis molen  Salah
 59  2  8  Kabin  Mesin  Salah

Table 14.  Confusion Matrix Pada Data Latih 60% dan Data Uji 40%   

Pada tabel 14, dapat disimpulkan pada pembagian data 60% data latih dan 40% data uji, diperoleh
kelas terbanyak pada hasil prediksi yaitu chasis molen. Hasil kelas terbanyak ini menjadi hasil
kerusakan yang diprediksi akan terjadi di masa mendatang dengan akurasi sebesar 33%, hasil
akurasi yang diperoleh dibuktikan dengan perbedaan dari hasil data prediksi yang tidak sesuai
dengan data asli.

 

  

Figure 16.  Hasil Akurasi   

Berdasarkan gambar diatas, performa klasifikasi K-NN yang terbaik menggunakan data latih
sebesar 90% dan data uji sebesar 10% dengan nilai k=20, akurasi yang didapat sebesar 83%
dengan error sebesar 17%. Berikut adalah rekapitulasi jumlah kerusakan truk mixer berdasarkan
bagian kerusakannya periode Januari 2018-Desember 2022, dapat dilihat pada tabel 15.

 Bagian Kerusakan  2018  2019  2020  2021  2022
 Chasis unit  337  322  365  322  348
 Chasis molen  271  273  252  274  265
 Listrik  112  104  107  104  110
 Mesin  163  184  163  143  159
 Kabin  14  13  10  16  12

Table 15.  Rekapitulasi Jumlah Kerusakan Truk Mixer Selama 5 Tahun (Data Asli)   
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Berdasarkan tabel diatas, data asli perusahaan menunjukkan bahwa total kerusakan yang banyak
terjadi yaitu pada bagian kerusakan chasis unit. Hal ini dapat menjadi acuan dalam
membandingkan hasil prediksi yang dilakukan pada setiap variasi dataset. Dalam hal ini data latih
90% dan data uji 10% diprediksi benar dan sesuai dengan tingkat akurasi 83%. Kemudian pada
data latih 80% dan data uji 20% diprediksi untuk kerusakan di periode selanjutnya adalah chasis
unit dan/ atau mesin dengan akurasi 75%. Kemudian pada data latih 70% dan data uji 30%
diprediksi untuk kerusakan di periode selanjutnya adalah chasis molen dengan akurasi 39%.
Sedangkan pada data latih 60% dan data uji 40% diprediksi untuk kerusakan di periode selanjutnya
adalah chasis molen dengan akurasi 33%.

  Simpulan  

Sistem yang dirancang dengan menggunakan algoritma K-Nearest Neighbor (K-NN) dapat
digunakan dalam deteksi kerusakan truk mixer dengan tingkat akurasi sebesar 83% dan error
sebesar 17% dengan nilai k=20 dan data latih sebesar 90% data uji sebesar 10%. Maka, dinyatakan
bahwa untuk periode selanjutnya kerusakan yang akan terjadi yaitu pada bagian chasis unit. Hal ini
dapat disimpulkan bahwa jumlah data latih yang besar dapat memberikan tingkat akurasi yang
tinggi. Dalam penelitian Algoritma K-Nearest Neighbor dengan pendekatan Cross Industry
Standard Process for Data Mining (CRISP-DM) dapat menjadi rekomendasi perencanaan perawatan
kepada perusahaan maupun usaha lainnya untuk mendeteksi kerusakan truk mixer atau kendaraan
lainnya, agar dapat: mengevaluasi interval waktu perawatan kendaraan, untuk meningkatkan
availability, merencanakan penyediaan kebutuhan dan sumber daya manusia dalam penjadwalan
waktu perawatan agar penanganan kerusakan dapat teratasi dengan cepat dan tepat.

Adapun saran terkait penelitian yang dilakukan, yaitu perlu dilakukannya perbandingan dengan
algoritma lainnya, menambah inputan atribut dan dikembangkan dengan menggunakan bahasa
pemrograman lain seperti Java, PHP, C++, SQL, dan lain sebagainya.
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